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Abstract 

Algorithms based on a Convolutional Neural Network (CNN), which is a branch of Deep Learning (DL), have seen significant progress in 

picture and video analyses in recent years. Success of these new models has led to widespread use of them in various fields, including text 
mining and time series data. DL is part of a broader family of machine learning methods that attempts to model high-level concepts using 

learning at multiple levels and layers and extract features of higher levels from the raw input. This survey investigated the abilities of different 

CNN architectures to predict stock prices. Upon running the model with various architectures and parameters for the stock price of Esfahan 
Steel Company, the results showed that a CNN with max-pooling layers (a combination of Batch size=64, filters=256, and ReLU Activation 

Function) and Mean Absolute Percentage Error (MAPE) of 1.79% and Normalized Root Mean Square Error (NRMSE) of 2.71% had a higher 

prediction accuracy than other CNN architectures and Recurrent Neural Network (RNN). 
Keywords: Stock price prediction, Machine learning, Deep learning (DL), Convolutional neural network (CNN), Recurrent neural network 

(RNN) 

 

Introduction 

Among the various deep learning techniques that have many applications in different sciences, specific algorithms like Recurrent 

Neural Network (RNN), Long Short-Term Memory (LSTM), and Convolutional Neural Network (CNN) have been used by researchers 

due to their characteristics of financial time series (Sezer, Gudelek, & Ozbayoglu, 2020). CNN is a feed-forward Artificial Neural 

Network (ANN) that takes its inputs as 2-D matrices. Unlike a fully connected neural network like Multi-Layer Perception (MLP) 

neural network, the locality of data within its input vector (or matrix) is important (Sezer & Ozbayoglu, 2018). 

CNN has different architectures. Usually one specific architecture is focused on in each study conducted in this field. In this study, 

however, the architectures used in various studies were surveyed in the first level and each selected architecture was optimized by 

using different parameters in the second level. Finally, the best performances of the architectures with various parameters were 

compared to choose the optimized model. The effective studies in model development are shown in Table 1. 
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Table (1) Effective studies in model development 

Art. Method Dataset Feature Set Horizon 

Livieris, E. Pintelas, & P. 

Pintelas (2020) 

Using  two convolutional layers with 

different filters 
Gold Price data 1 day 

Gao, Zhang, &Yang (2020) 
Simple CNN S & P500 

CSI300 
Nikkei225 

Price data, volume, technical 

indicators 
 

1 day 
CNN with a dropout layer 

Gudelek, Boluk, & Ozbayoglu 

(2017) 

CNN with dropout and max-pooling 

layers 
ETF 

Price data, technical 

indicators 
1 day 

Ji, Zou, He, & Zhu (2019) CNN with a max-pooling layer 
Future carbon 

price 
Price data 7 days 

Li & Dai (2020) CNN with a max-pooling layer Bitcoin Price data 1 day 

 
Method and Data 

Based on the previous studies on CNN application, three different architectures of CNN were investigated as shown in Figure 1. 

 

 
Figure (1) The process of choosing an optimal CNN algorithm 

 

For selecting the best CNN architecture, all the three models were surveyed with various parameters. It is worth noting that the 

parameters that affected CNN included items like number of filters in the CNN layer, Batch size, and Activation Function. In this study, 

the data obtained from Esfahan Steel Company during the period of 2018-2021were used. The input data consisted of two categories, 

including price data (Open, High, Low, Close, and Volume) and technical indicators based on the surveys of Kara et al. (2011) and 

Patel et al., (2015). Python 3.8 with Keras Library was used to execute the model. In this study, the dataset was divided into a training 

set and a testing set, which covered about the first 80% and last 20% of the raw dataset, respectively. 

 

Findings 

Comparison of the three defined architectures with various parameters led to the optimized model. It should be noted that the selected 

model was the result of running it 54 times with different layers and parameters. In this study, the two performance measures of Mean 

Absolute Percentage Error (MAPE) and Normalized Root Mean Square Error (NRMSE) were selected to evaluate the predictive power 

of our proposed models. In Table 2, the errors of the best performances of each of the three architectures with different parameters and 

the RNN model (another DL model) were compared to choose the optimized model. Based on the results, the accuracy of the best 

performance of the second CNN architecture was higher than those of the others. 

 
Table (2) Comparison of the errors of the selected models 

                                                                                                                     Error 

Method 
MAPE NRMSE 

RNN 2.46% 2.79% 
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Best performance of the first CNN architecture 2.13% 3.09% 

Best performance of the second CNN architecture 1.79% 2.71% 

Best performance of the third CNN architecture 2.18% 3.26% 

Conclusion and discussion  

In this paper, the predictive powers of the various architectures of CNN models were investigated. The results demonstrated that the 

best performance of the second CNN architecture with the Max-Pooling layer and combination of Batch size of 64, filter of 256, and 

ReLU Activation Function and MAPE and NRMSE errors of 1.79 and 2.71%, respectively, provided higher prediction accuracy than 

other CNN and RNN architectures. The outcome of this survey was supported by research of Ji et al. (2019) on Carbon future price 

forecasting and that of Li & Dai (2020) on Bitcoin price forecasting by using a CNN model with convolutional and Max-Pooling layers. 

 However, Gao et al. (2020) proposed a convolutional layer with a dropout layer and Gudelek et al. (2017) used a 

convolutional layer with dropout and Max-Pooling layers for predicting ETF prices. Their results were not confirmed by this paper 

since using a convolutional layer with a Max-Pooling layer had a better performance than other architectures.  
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 چکیده
های اخیر پیشرفت چشمگیری ای از مبحث یادگیری عمیق است، در سال( که شاخهCNNهای مبتنی بر شبکۀ عصبی پیچشی )الگوریتماهداف: 
های آنها در زمینهکارگیری گسووتردۀ شوودن الگوهای نویا ایا حوزه باعث بهپذیرفته اند؛ موفقیت وهای تحلیل فیلم و تصووویر داشووتهدر حوزه

های یادگیری ماشینی است که در آن از چندیا های سری زمانی شده است. یادگیری عمیق بخشی از الگوریتممختلف اعم از تحلیل متا و داده
زشووناخت های مناسووب با هدت تحلیل، بادی خام، بهتریا ویژگیشووود تا از وروویژه اطلاعات غیرخطی اسووتداده میلایۀ پردازش اطلاعات به

 بینی استخراج شود. الگو یا پیش
 بینی قیمت سهام بررسی شده است. برای پیش CNN های مختلف الگوریتمدر پژوهش حاضر توانایی معماری روش:
صل از اجرای الگوریتم به تعداد  نتایج: صلی دادهدفعه با معماری 54نتایج حا ستۀ ا ستداده از دو د های ورودی ها و پارامترهای متداوت و با ا

شرکت  سهام  شاخص منتخب تکنیکال برای  سهام و ده  شان آهاذوبشامل اطلاعات قیمتی روزانۀ  صدهان ن ستداده از ا ست که ا دهندۀ آن ا
CNN ترکیب پارامترهای اندازۀ دسووتۀ همراه با لای( سووازی و با تابع فعال 256، تعداد فیلتر 64ۀ ادغام بیشووینهReLU دارای خطاهای درصوود ،)

79/1 = MAPE  71/2و درصد =  NRMSE ها و الگوریتم به سایر معماریدهندۀ عملکرد بهتر آن نسبتاست که نشانRNN .است 
 

(، الگوریتم شبکۀ عصبی بازگشتی CNN) شیدگیری ماشینی، یادگیری عمیق، الگوریتم شبکۀ عصبی پیچبینی قیمت سهام، یاپیشها: کلیدواژه
(RNN). 
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  مقدمه

توجه اند و ایا امر بینی قیمت سووهامدنبال پیشبه همواره گذاری خودبالاتریا بازده از سوورمایهمنظور کسووب فعالیا بازار سوورمایه به

توان طور کلی فرآیندهای سری زمانی را می؛ بهه استکردجلب  به خود کارشناسان ایا حوزه راگران دانشگاهی و بسیاری از پژوهش

های سوواده و الگوهای غیرخطی )تصووادفی و های خطی با روشبندی کرد که بر ایا اسوواا الگوبه دو طبقۀ خطی و غیرخطی دسووته

شوبناک( با الگوریتم ست؛ الگورهای پیچیده و قوی قابل پیشآ سرمایهگذاری داراییهای قیمتیتمبینی ا سه عاملی 1(CAPMای )های   ،

بودن رابطۀ بیا متغیرها با فرض خطی های بنیادی و اولیه حوزۀ مالی اسوووت کهاز نظریه 2(APTگذاری آربیتراژ )فاما و فرنچ و قیمت

سری(؛ اما از آنجا که مهم ,1986Gordon & Francisبینی بازده دارد )سعی در پیش سهام، تریا ویژگی  های زمانی مالی مانند: قیمت 

های زمانی مالی نتایج مطلوبی بینی سریهای خطی برای پیشبودن آنهاست، استداده از روشنرخ تورم، نرخ ارز و قیمت ندت غیرخطی

های مبتنی بر رویکرد ر بازار سرمایه، اغلب الگوریتمبینی قیمت دبه همراه نخواهد داشت؛ از ایا رو، درخصوص مسائلی همچون پیش

 ,Raeiهای اخیر بوده اسووت )گران در سووالهای مورد اقبال پژوهش، ازجمله روش3ی نظیر یادگیری ماشوویارخطیغنظمی و پویایی بی

2003 .) 

ای شووروب به ، بدون هیچ فرض اولیهخودافی به علت خاصوویت اکتشوو اسووت، هوش مصوونوعییادگیری ماشوویا که زیرمجموعۀ 

، روشمقاوم ایا  و یرخطیساختار غ شد؛تر خواهد مرور زمان و با جلو رفتا الگوریتم، الگو پررنگند و بهکها میداده سازی رفتارالگو

شبیه ستسازی رفتار محیط واقعی را توانایی  شینی از طریق ب. در ( ,1997Mitchell) فراهم کرده ا سری از کارگیری یكهیادگیری ما

و  باشدزیاد  ه تعداد متغیرهای مستقل و وابستهک صورتی در شود؛ها کشف داده بیاالگوهای پنهان  شودیم های خاص سعیالگوریتم

 است. بینی برای پیش هابهتریا گزینه در زمرۀ ایا روش ،آنها ارتباط خطی برقرار نباشد بیا

ای از های نویا ایا بخش اسووت. یادگیری عمیق معرت سوولسوولهای از یادگیری ماشووینی و از حوزهیادگیری عمیق، زیرشوواخه

ست که در آن از چندیا لایۀ پردازش اطلاعات بهالگوریتم ستداده میها سب از شود تا بهتریا ویژگیویژه اطلاعات غیرخطی ا های منا

شود ) ستخراج  ی فراوانعمیق که در علوم مختلف کاربردهای  یادگیری های مختلفاز میان تکنیك (.2014g & Yu, Denورودی خام ا

سریبینی قیمت با توجه به ویژگیگران حوزۀ مالی برای پیشدارد، پژوهش صی های بههای زمانی مالی، اغلب از الگوریتمهای  صو خ

شبکۀ صبی نظیر  شتی ) ع شی ) 5(LSTM)مدت ماندگار کوتاه حافظۀ ،RNN)4بازگ صبی پیچ شبکۀ ع ستداده کرده CNN)6و   Sezerاند )ا

2020and et al., .)  

شود، مقایسۀ توانایی های زمانی مالی استداده میبینی سریهای یادگیری عمیق که در پیشدر ایا پژوهش ضما معرفی انواب روش

 CNNشووده الگوریتم های انجامبینی قیمت سووهام بررسووی شووده اسووت. طبق بررسوویدر پیش CNNهای مختلف الگوریتم معماری

ها تمرکز شده است؛ در حالی که شده در گذشته اغلب بر یکی از معماریهای انجامپژوهشهای متداوتی دارد و در هریك از معماری

ستداده CNNهای مختلف در ایا مطالعه در سطح اول معماری ستخراج شده و در سطح دوم هریك از شده در پژوهشا های مختلف ا

ساییمعماری شنا ست. درنشده با پارامترهای مختلف بهینههای  شده ا امترهای مختلف هایت بهتریا عملکرد هر معماری با پارسازی 

 های گذشته ایا موضوب با جامعیت حاضر بررسی نشده است.برای انتخاب معماری بهینه مقایسه شده است که در مطالعه
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 ی نظر یمبان

سریهای مختلف برای پیشبه موازات کاربرد انواب روش ستداده از گران حوزۀ های زمانی مالی، پژوهشبینی  شینی نیز با ا یادگیری ما

شتههای متنوب موجود در ایا بخش سعی در پیشالگوریتم های کامپیوتری اند. یادگیری ماشینی به مدهوم مطالعۀ الگوریتمبینی قیمت دا

جدیدی از هوش مصنوعی  نسبتبه پژوهشی ۀمینز (. ایا دانش ,1997Mitchellکند )آموزد و پیشرفت میاست که براساا تجربه می

ست سایی متا، پردازش دادهکه  ا شنا شخیص چهره و گدتار،  سیعی از علوم مختلف اعم از کنترل ربات، ت سترۀ و های اینترنتی، در گ

سریکاوی و پیشداده شینی نظیر های متعددی در حوزۀ یگران مالی نیز از روشهای زمانی کاربرد فراوان دارد. پژوهشبینی  ادگیری ما

 Sezerاند )های سری زمانی استداده کردهو شبکۀ عصبی مصنوعی برای بررسی داده 2، الگوسازی عامل بنیان1(ECsمحاسبات تکاملی )

2020and et al.,  .) 

شبکهیادگیری عمیق، گونه شامل چندیا لایه پردازش ای از  ست که  ست که به الگوریتم توانایی های عصبی مصنوعی ا اطلاعات ا

به روش سوونتی شووبکۀ عصووبی، اسووتخراج های یادگیری عمیق نسووبتتریا مزیت الگوریتمدهد. مهمها میبیشووتریا همگامی را با داده

ستداده می 3های خام است که از آن برای روند یادگیری الگوهای مناسب از ورودیخودکار ویژگی شده در حوزۀ شود. مطالعات انجاما

سریپیش ساا نوب خروجی موردانتظار اغلب های زمانی مالی که در آنها از الگوریتمبینی  ست، برا شده ا ستداده  های یادگیری عمیق ا

 ,.Chen and 1720Chong and et al ;بینی قیمت سهام )هایی است که با هدت پیششود که یکی پژوهشبه دو دستۀ اصلی تقسیم می

2016; Dezsi & Nistor, 2015et al., بینی روند قیمت )صعودی، نزولی یا خنثی( انجام شده است )( و دیگری با هدت پیشDas and 

2019;. Zhou and et al., 2018et al.,  .) 

سهام، از روشهای مرتبط با هدت پیشدر پژوهش ست که از آن بینی قیمت  شده ا ستداده  های متنوعی در حوزۀ یادگیری عمیق ا

مدت ماندگار کوتاه ۀحافظ (، ,.RNN( )2020; Lee & Yoo, 2018and et alتوان به الگوریتم شبکۀ عصبی مکرر یا بازگشتی )جمله می

(LSTM( شبکۀ عصبی پیچشی شاره کرد که در ایا میان پژوهشCNN( و  به دلیل دارا بودن  CNNو  LSTMهای گران به الگوریتم( ا

، LSTMهای قدرت انواب الگوریتم ( مقایسووۀ2020و همکاران ) 4اند؛ برای مثال، گائوها توجه کردهها بیشووتر از بقیۀ روشبرخی ویژگی

MLP  وCNN های بینی شاخصرا درخصوص پیشS&P500  وNikkei225 اند؛ آنها از متغیرهای بررسی کرده روزهكدر افق زمانی ی

از اند. درنهایت با اسوتداده بینی اسوتداده کردههای کلان اقتصوادی برای پیشهای قیمتی و شواخصهای تکنیکال، دادهورودی شواخص

سیو و هانچر MLPو  CNN ،LSTMهای ترتیب الگوریتمبهتریا عملکرد به RMSEخطای  ست. دیپر ستداده از 2016) 5بوده ا ( نیز با ا

اند که نتایج حکایت از عملکرد را بررسی کرده S&P500های تاریخی قیمت پایانی شاخص ، دادهMLPو  CNN ،LSTMهای الگوریتم

شته است. در جدول ) CNNبهتر الگوریتم  ستداده از الگوریتمهای انجام( برخی از پژوهش1دا های یادگیری عمیق آورده شده شده با ا

 است.
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 یمت سهامبینی قهای مختلف یادگیری عمیق برای پیشکارگیری معماریمطالعات مرتبط با به( 1) جدول

Table (1) Studies using different deep learning algorithms for stock price forecasting. 
 های مطالعاتیحوزه        

 

 های مرتبطپژوهش

 جامعۀ آماری
دورۀ زمانی 

 مورد بررسی
 های مورد استفادهداده

قالب 

 زمانی

افق زمانی 

 بینیپیش

الگوریتم مورد 

 استفاده

 و همکاران، 1ژو

 (2018) 
 SSE 2016شرکت در  42

های های قیمتی، شاخصداده

 تکنیکال
 CNN یك دقیقه دقیقه 242

LSTM,  

 و همکاران، 2هیرانشا

 (2018) 
 NSE 1997-2016شرکت در  5

های قیمتی، گردش مالی، داده

 تعداد دفعات معاملات
 روز 200

یك الی ده 

 روز
LSTM, RNN, 

CNN, MLP 

 ،3لی و یو

 (2020) 
شرکت در  10

S&P500 
 ,RNN, LSTM یك دقیقه دقیقه 36 های قیمتیداده 1997-2016

GRU 

، 4زادهحسیا زاده و هراتی

(2019) 

شاخص بازار  5

 سهام آمریکا
2010-2017 

های های قیمتی، شاخصداده

 تکنیکال، قیمت طلا و ندت
 CNN یك روز -

 و همکاران، 5لیو

 (2017) 
 روز 30 های قیمتیداده 2017-2007 بازار سهام چیا

یك الی پنج 

 روز
CNN, LSTM 

 و همکاران، 6خارو

 (2017) 

شرکت در  10
NYSE 

2017 
های های قیمتی، شاخصداده

 تکنیکال

بیست 

 دقیقه
 LSTM, MLP یك دقیقه

 (2017و همکاران، ) 7گوندوز
شرکت در بازار  100

 سهام استانبول
2011-2015 

های های قیمتی، شاخصداده

 تکنیکال
 CNN یك روز روز 10

 

ست. در حوزۀ کاربرد معماریشماری در بخش داخلی، مطالعات انگشت شده ا های مختلف یادگیری عمیق در مباحث مالی انجام 

 RNNو  LSTMبها با اسووتداده از دو روش بینی قیمت فلزات گران( که سووعی در پیش1397و همکاران ) 8ازجمله پژوهش شوووشووتریان

شتند؛ نتایج پژوهش حاکی از برتری روش  ستداده از بازنمایی1397) 9است. علاوه بر ایا، دامی و خدابخش NNRدا های عددی و ( با ا

 اند.های موجود بررسی کردهاثرات زمانی وقایع گذشته را بر قیمت LSTMمتنی با روش 

صورت های آن بهشود که ورودیخور محسوب می( پیشANN( یك شبکۀ عصبی مصنوعی )CNNپیچشی ) عصبی روش شبکۀ

ها در بردار ورودی )یا ماتریس( حائز ، موقعیت دادهMLPماتریس دوبعدی است و برخلات یك شبکۀ عصبی دارای اتصال کامل مانند 

ست ) شبکۀ ,2018Sezer & Ozbayogluاهمیت ا سی  شی (. به دلیل ویژگی تحلیل ماتری شنی یا پیچ سیعی 10کانولو ، ایا روش کاربرد و

تازگی هایی که بههای خبره دارد. یکی از زمینههای گوناگون اعم از تشووخیص تصووویر، فیلم، پردازش زبان طبیعی و سوویسووتمدر حوزه

سریموردتوجه پژوهش ست، تحلیل  ستداده از ایا روش نوگران قرار گرفته ا سهام با ا ست. در معماری های زمانی مانند قیمت  یا ا

CNN در رابطه با 13متصوول و تمام 12، حذت تصووادفی11ترتیب عبارت اسووت از: پیچشووی، ادغامشووود که بههای مختلدی اسووتداده میاز لایه .

توان گدت در سطح اول، لایۀ پیچشی قرار دارد که ورودی آن یك آرایه از اعداد است؛ در ایا لایه با طور خلاصه میبه CNNعملکرد 

                                                           
1. Zhou 
2. Hiransha 
3. Lee & Yoo 
4. Hoseinzade & Haratizadeh  
5. Liu  
6. Khare  
7. Gunduz  
8. Shoushtarian  

9. Dami & Khodabakhsh 
1 0. Convolution 

1 1. Pooling 
1 2. Dropout 

1 3. Fully Connect or Dense Layer  
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ها ای از وزن. شووایان ذکر اسووت فیلترها نیز خود آرایه2شووودهای جدیدی از ماتریس اسووتخراج میمتنوب ویژگی 1فیلترهای سووتداده ازا

شووود که در آن وفیدۀ کاهش ابعاد و تعداد دنبال آن عملیات ادغام انجام میشوووند و بهروز میهسووتند که در حیا مراحل آموزش به

هسووتند؛ چون  3برازشهای عصووبی عمیق اغلب در معرض بیش(. شووبکه ,.2020Sezer and et alشووود )جام میپارامترهای شووبکه را ان

ضافهتعداد لایه ستگیشده ایا امکان را ایجاد میهای ا ستداده از روش های نایاب در دادهکند که واب شود. با ا ساب  شی ح های آموز

های صورت تصادفی از لایهبرازش کمك کرد؛ در ایا شیوه درصد مشخصی از واحدها بهاز بیا بردن بیشتوان به حذت تصادفی می

 & Poorzaker Arabaniکند )های آموزشوووی کمك میهای نادر در دادهشوووود. ایا کار به از بیا بردن وابسوووتگیمخدی حذت می

2019Ebrahimpour Komleh, بعدی به لایۀ شوووبکه اتصوووال کامل ارسوووال و در آن از روجی ایا لایه بعد از تبدیل به بردار یك(. خ

 شود. عملکرد لایۀ پیچشی در فرمول زیر نشان داده شده است.های عصبی استداده میهای رایج شبکهالگوریتم

 

(1) 𝑠(𝑡) = (𝑥 ∗ 𝑤)(𝑡) = ∑ 𝑥(𝑖)𝑤(𝑡 − 𝑖)             

∞

𝑖=−∞

 

 

، فیلتر، داده ورودی و شوومارنده هسووتند. در ایا 4دهندۀ زمان، نقشووۀ ویژگیترتیب نشووانبه 𝑖و  t ،s ،w ،x( متغیرهای 1در رابطۀ )

بینی قیمت سهام در بورا اوراق شود. پیشهای زیر پاسخ داده میبه پرسش CNNهای مختلف الگوریتم پژوهش با تمرکز بر معماری

بینی قیمت عملکرد بهتری در پیش CNNچگونه اسووتک کدام معماری CNN الگوریتم های مختلف بهادار تهران با اسووتداده از معماری

 چگونه استک RNNدر مقایسه با الگوریتم  CNNهای منتخب الگوریتم سهام داردک درنهایت اینکه عملکرد معماری

 

 روش پژوهش

ها و همچنیا درصد مناسب سهام با سایر شرکتنسبت بالا در مقایسه آها اصدهان به دلیل حجم معاملات روزانۀ بهسهام شرکت ذوب

تا سال  1396آها اصدهان از سال های روزانۀ شرکت ذوبشناور آزاد برای تحلیل انتخاب شده است. از ایا رو، نمونۀ آماری، قیمت

ست. 1399 سان ا ستای لزوم هم ست(، صبینی قیمت در پژوهش )که بهبودن دورۀ زمانی متغیرها و افق زمانی پیشدر را ورت روزانه ا

سته داده ست و از دو د شده ا تریا های قیمتی )اولیا قیمت، بالاتریا قیمت، پاییاایا مهم در انتخاب متغیرهای ورودی در نظر گرفته 

شاخص ست که مجموب متغیرهای دادهقیمت، آخریا قیمت و حجم معاملات( و  شده ا ستداده  افزار های قیمتی از نرمهای تکنیکال ا

ientTseCl ( 2( به شوورج جدول )2015و همکاران ) 6( و پاتل2011و همکاران ) 5های کاراهای تکنیکال براسوواا پژوهشو شوواخص

 ستداده شده است.ای کراا اهمراه با توابع کتابخانه 8.3نسخۀ  Pythonافزار نرم محاسبه شده است. درنهایت برای طراحی الگو از
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 کالیتکن یهاشاخص معادلات( 2) جدول

Table (2) Technical indicators equation. 
 نام شاخص نحوۀ محاسبه

(10)Ct + (9)Ct-1 + ⋯ + Ct-9

𝑛 + (𝑛 − 1) + ⋯ + 1
 Weighted 10-day moving average 

Ct − Ct-9 Momentum 
Ct − LLt-(n-1) 

HHt-(n-1) − LLt-(n-1) 
× 100 Stochastic K% 

∑ Kt-i
𝑛−1
𝑖=0

10
% Stochastic D% 

100 −
100

1 + (
∑ UPt-i

𝑛−1
𝑖=0

𝑛
)/(

∑ DWt-i
𝑛−1
𝑖=0

𝑛
)

 
Relative strength index (RSI) 

MACD(n)t-1 +
2

𝑛 + 1
× (DIFFt − MACD(n)t-1) Moving average convergence divergence (MACD) 

(𝑀𝐴𝐶𝐷 ∗
2

𝑛 + 1
) + (𝑆𝑖𝑔𝑛𝑎𝑙𝑝𝑒𝑟𝑣 ∗ (1 −

2

𝑛 + 1
)) MACD Signal 

Hn − Ct 

Hn − Lt
× 100 Larry William’s R% 

𝑂𝐵𝑉𝑝𝑟𝑒𝑣 + {

𝑣𝑜𝑙𝑢𝑚𝑒.           𝑖𝑓 𝑐𝑙𝑜𝑠𝑒 > 𝑐𝑙𝑜𝑠𝑒𝑝𝑟𝑒𝑣

0 .                      𝑖𝑓 𝑐𝑙𝑜𝑠𝑒 = 𝑐𝑙𝑜𝑠𝑒𝑝𝑟𝑒𝑣

−𝑣𝑜𝑙𝑢𝑚𝑒.       𝑖𝑓 𝑐𝑙𝑜𝑠𝑒 < 𝑐𝑙𝑜𝑠𝑒𝑝𝑟𝑒𝑣

 On Balance Volume (OBV) 

Mt − SMt 

0.015Dt
 CCI (Commodity channel index) 

 

 تریا قیمتاپایی t ،Ltتغییرات قیمت صووعودی در زمان  t ،UPtبالاتریا قیمت در زمان  t ،Htآخریا قیمت در زمان  Ctکه در آن 

ایا، نحوۀ  اسوووت. علاوه بر tتغییرات قیمت نزولی در زمان  DWtروز آخر و  tبیشوووتریا و کمتریا قیمت در  t ،LLt , HHtدر زمان 

 به شرج ذیل است. Dtو  Mt  ،SMtمحاسبۀ 
 

𝐷𝑡 =
(∑ |𝑀𝑡−𝑖+1 − 𝑆𝑀𝑡|𝑛

𝑖=1 )

𝑛
 𝑆𝑀𝑡 =

(∑ 𝑀𝑡−𝑖+1
𝑛
𝑖=1 )

𝑛
 𝑀𝑡 =

𝐻𝑡 + 𝐿𝑡 + 𝐶𝑡

3
 

 

طور معمول از سووه معماری دهندۀ آن اسووت که بهنشووان CNNبینی قیمت با اسووتداده از روش های مرتبط با پیشبررسووی پژوهش

 ( استداده شده است که در ایا پژوهش نیز هر سه معماری بررسی شده است.1شکل ) چینی( به شرج)لایه
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 CNNفرآیند انتخاب معماری بهینه ( 1) شکل

Figure (1) The process of choosing optimal CNN algorithm 
 

شووده در ایا های مختلف و پارامترهای مورد اسووتداده با مدنظر قراردادن مطالعات مختلف انجامانتخاب معماریشووایان ذکر اسووت 

 حوزه به شرج جدول ذیل است:

 پژوهش الگویطراحی  در مؤثر مطالعات (3جدول )

Table (3) Effective studies in model development    

 های مورد استفادهداده مطالعاتیحوزۀ  معماری مورد استفاده پژوهش
افق زمانی 

 بینیپیش

و همکاران،  1لویریس
)2020( 

استداده از دو لایۀ پیچشی با تعداد 

 فیلترهای متداوت
 یك روز های قیمتیداده بینی دلاری قیمت طلاپیش

 )2020(و همکاران،  2گائو
CNN بینی شاخص پیش سادهS&P500  

CSI300 
Nikkei225 

های قیمتی، حجم داده

های معاملات، شاخص

 تکنیکال

 یك روز
CNN  همراه با لایۀ حذت تصادفی 

و همکاران،  3گودلك
)2017(  

CNN های حذت تصادفی و همراه با لایه

 4ادغام بیشینه

های بینی قیمت صندوقپیش

 ETFگذاری سرمایه

های قیمتی، داده

 های تکنیکالشاخص
 یك روز

 ادغام بیشینه  همراه با لایۀ CNN )2019(و همکاران،  5جی
بینی قیمت قردادهای آتی پیش

 کربا
 هدت روز های قیمتیداده

 همراه با لایۀ ادغام بیشینه  CNN (2020، )6لی و دای
بینی قیمت رمزارز پیش

 کویابیت
 یك روز های قیمتیداده

                                                           
1. Livieris 
2. Gao 
3. Gudelek 

4. Max-Pooling  

5. Ji 
6. Li & Dai 
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ستداده CNNبرای انتخاب معماری بهینۀ  سه روش ا ست که هر  ست نیاز ا شایان ذکر ا شود.  سی  شده با پارامترهای مختلف برر

 3سووازیو تابع فعال 2، اندازۀ دسووتهCNNدر لایۀ  1هاشووامل مواردی نظیر تعداد فیلتر CNNپارامترهای اثرگذار در سوواخت معماری بهینۀ 

شود. از طرفی تعداد فیلترهای زیاد به دلیل شود و شبکه همگرا نمیها باعث ایجاد خطای بیشتری میاست. برای مثال، تعداد کم فیلتر

شده بهینهشود. از ایا رو، برازش منجر به خطای بالا میایجاد بیش ست. انتخاب موارد مذکور با توجه به خروجی اخذ شده ا سازی 

 Gudelek and et al., 2017; Livieris and etشده در ایا حوزه است )( براساا نتایج مطالعات انجام4پارامترهای مختلف در جدول )

al Pintelas., 2021; Livieris and et al., 2020.) 

 
 ( پارامترهای مختلف مورد استفاده در اجرای الگو4جدول )

Table (4) The parameters used to run the model    
 مقادیر پارامتر

 256، 128، 64 فیلترتعداد 

 128، 64، 32 اندازه دسته
optimizer Adam 

Loss Mean Square Error 

 رابطۀ ریاضی سازیتوابع فعال

𝑔(𝑧) (ReLUتابع یکسو ساز ) = max (0. z) 

 هیپربولیكتانژانت 
(Tanh) 

𝑔(𝑧) =
𝑒𝑧 − 𝑒−𝑧

𝑒𝑧 + 𝑒−𝑧
 

 

ساخت الگو و آزمایش ) 80ها به دو بخش آموزش )برای اجرای الگوریتم، داده شده  20درصد( برای  سیم  درصد( برای آزمون تق

ست؛ برای  شدن فرآیند یادگیری، مرحلۀ آموزش به تعدادا شت که تداوت  4مرتبه تکرار 50بهتر ست. علاوه بر ایا، باید توجه دا شده ا

سوووازی طور معمول برای از بیا بردن تأثیر نامطلوب مذکور، نرمالدهد و بهتأثیر قرار میها در متغیرهای مختلف، نتایج را تحتمقیاا

ها به مجموعۀ جدیدی اسووتداده شووده جهت تبدیل داده 5بیشووینه –سووازی از روش کمینه وهش برای نرمالداده نیاز اسووت که در ایا پژ

 است. 1و  0است که در آن همۀ مقادیر بیا 

 

 هایافته

سه معماری معرفیCNNبرای انتخاب معماری بهینه  ست. درنهایت 4شده با پارامترهای مختلف مندرج در جدول )، هر  شده ا ( اجرا 

ها دفعه با لایه 54ا نتایج حاصل از هر معماری مقایسه شده است؛ بنابرایا معماری منتخب، حاصل از اجرای الگوریتم به تعداد بهتری

 (. CNNهای ذیل اجرا شده است )معماری اول با معماری لایه CNNو پارامترهای متداوت است. در مرحلۀ اول، روش 

 

 

 CNNمعماری اول  (2شکل )

Figure (2) First CNN architecture  

                                                           
1. Filters 
2. Batch Size 
3. Activation Function 
4. Epochs 
5. Min-Max normalization 
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در  )NRMSE2(و مجذور میانگیا مربعات خطای نرمال  )MAPE1(درصووود خطا  قدر مطلق( خطاهای میانگیا 6( و )5در جداول )

شت 18اجرای الگو به تعداد  ستداده از جایگ ستداده از دو تابع فعالدفعه با ا سته و ا و  ReLUسازی های مختلف تعداد فیلتر، اندازۀ د

Tanh .آورده شده است 
 

 ReLUسازی به تفکیک پارامترهای مختلف با تابع فعال CNN( خطای اجرای معماری اول 5جدول )

Table (5) Error of first CNN architecture in terms of different parameters with ReLU function 

 نوع خطا ReLUسازی تابع فعال
 تعداد فیلتر

64 128 256 

 دسته ۀانداز

32 
MAPE 99/2 00/3 83/11 

NRMSE 10/4 94/3 28/12 

64 
MAPE 70/4 52/2 85/3 

NRMSE 18/6 56/3 00/5 

128 
MAPE 95/3 43/2 18/3 

NRMSE 93/4 47/3 09/4 

 

 Tanh سازیبه تفکیک پارامترهای مختلف با تابع فعال CNN( خطای اجرای معماری اول 6جدول )

Table (6) Error of first CNN architecture in terms of different parameters with Tanh function 

 نوع خطا Tanhسازی تابع فعال
 تعداد فیلتر

64 128 256 

 دسته ۀانداز

32 
MAPE 99/2 50/2 06/4 

NRMSE 12/4 33/3 37/4 

64 
MAPE 74/5 35/2 13/2 

NRMSE 10/6 19/3 09/3 

128 
MAPE 00/4 21/3 25/3 

NRMSE 15/5 37/4 75/3 

 

و با تابع  64، اندازۀ دسوووته 256آمده از اجرای معماری اول حاکی از آن اسوووت که ترکیب پارامترها با تعداد فیلتر دسوووتنتایج به

ت )معماری دوم های ذیل اجرا شووده اسووبا معماری لایه CNNبینی را دارد. در مرحلۀ دوم، روش بهتریا دقت پیش Tanhسووازی فعال

CNN  .)با لحاظ لایۀ ادغام بیشینه 

 
 CNNمعماری دوم  (3شکل )

Figure (3) Second CNN architecture  
 

امری رایج اسووت. کارکرد ایا لایه کاهش  CNNی پشووت سوور هم در یك معمار ۀ پیچشوویبیا چندیا لایۀ ادغام قراردادن یك لای

شبکه و کنترل سبات در داخل  ست. 3برازشبیش تعداد پارامترها و محا ستقل بر هر برش عمقی از تودهب ۀ ادغاملای ا ورودی  ۀصورت م

                                                           
1. Mean Absolute Percentage Error 
2. Normalized Root Mean Square Error 
3. Over Fitting 
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صووورت هاسووتداده از ایا لایه ب نحوۀتریا رایجد. دهمی 2ازلحاظ مکانی تغییر اندازه 1ت بیشووینهرا با اسووتداده از عملیا و آن کندمیعمل 

 3بیا تریا عدد ایا قسمت، بزرگدر ت بیشینه عملیا(، 4همانند شکل ) است که 3=3گام همراهبه 1×3با فیلترهایی با اندازه  آن ۀاستداد

گدتنی  ؛شووودمقادیر موجود در آن برش عمقی می درصوود 67و باعث حذت  کندانتخاب میدر برش عمقی( را  1×3عدد )یك ناحیه 

 د.مانبُعد عمق بدون تغییر باقی می است

 

 

 ( عملکرد لایه ادغام بیشینه4شکل )

Figure (4) The function of Max-Pooling Layer 

 
 ( است. 8( و )7با لحاظ کردن لایۀ ادغام بیشینه به شرج جداول ) CNNنتایج اجرای الگوریتم 

 
 ReLUسازی به تفکیک پارامترهای مختلف با تابع فعال CNN( خطای اجرای معماری دوم 7جدول )

Table (7) Error of second CNN architecture in terms of different parameters with ReLU function 

 نوع خطا ReLUسازی تابع فعال
 تعداد فیلتر

64 128 256 

 دسته ۀانداز

32 
MAPE 79/2 00/3  26/2 

NRMSE 65/3 37/4 46/3 

64 
MAPE 40/2 99/1 79/1 

NRMSE 16/3 88/2 71/2 

128 
MAPE 03/3 66/3 17/2 

NRMSE 33/4 27/4 05/3 

 
 Tanhسازی به تفکیک پارامترهای مختلف با تابع فعال CNN( خطای اجرای معماری دوم 8جدول )

Table (8) Error of second CNN architecture in terms of different parameters with Tanh function 

 نوع خطا Tanhسازی تابع فعال
 تعداد فیلتر

64 128 256 

 اندازه دسته

32 
MAPE 89/2 61/2 25/5 

NRMSE 10/4 22/3 46/7 

64 
MAPE 01/4 81/2 27/7 

NRMSE 99/4 47/3 78/9 

128 
MAPE 64/3 08/3 85/3 

NRMSE 52/4 91/3 39/4 

 

                                                           
1. Max  

2. Resize  

3. Stride 
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و با تابع  256، تعداد فیلتر 64دهندۀ آن اسووت که ترکیب پارامترها با اندازۀ دسووته آمده از اجرای معماری دوم نشوواندسووتنتایج به

آمده با پارامترهای مذکور از نتایج دسووتگونه که مشووخص اسووت خطای بهبینی را دارد؛ همانبهتریا دقت پیش ReLUسووازی فعال

های ذیل اجرا شووده اسووت )معماری سوووم با معماری لایه CNNبهتر اسووت. در مرحلۀ سوووم، روش  مراتببهمنتخب معماری اول نیز 

CNN .)با لحاظ لایۀ ادغام بیشینه و حذت تصادفی 

 

 
 CNN( معماری سوم 5شکل )

Figure (5) Third CNN architecture  
 

شبکه شکل بیشاز معایب مربوط به  صبی عمیق، م شبکههای ع ست.  سباتی بالا صبی عمیق در معرض برازش و زمان محا های ع

ستند؛ چون تعداد لایهبیش ضافهبرازش ه ستگیشده ایا امکان را ایجاد میهای ا ساب در دادههای نایاب کند که واب شی ح های آموز

برازش کمك کرد؛ در ایا شویوه درصود مشوخصوی از واحدها توان به از بیا بردن بیششوود. با اسوتداده از روش حذت تصوادفی می

کند های آموزشووی کمك میهای نادر در دادهشووود. ایا کار به از بیا بردن وابسووتگیهای مخدی حذت میصووورت تصووادفی از لایهبه

(Poorzaker and et al., 2019( در شکل .)نحوۀ عملکرد لایۀ حذت تصادفی نشان داده می6 ).شود 

 

 
 ( Cao and et al., 2019( عملکرد لایه حذف تصادفی )6شکل )

Figure (6) The function of Dropout Layer (Cao and et al., 2019) 

 

 ( است. 10( و )9کردن لایۀ حذت تصادفی و ادغام بیشینه به شرج جداول )با لحاظ CNNنتایج اجرای الگوریتم 

 
 ReLUسازی به تفکیک پارامترهای مختلف با تابع فعال CNN( خطای اجرای معماری سوم 9جدول )

Table (9) Error of third CNN architecture in terms of different parameters with ReLU function 

 نوع خطا ReLUسازی تابع فعال
 تعداد فیلتر

64 128 256 

 دسته ۀانداز

32 
MAPE 57/4 72/2 57/4 

NRMSE 68/5 12/4 49/5 

64 
MAPE 76/3 24/3 18/2 

NRMSE 84/4 29/4 26/3 

128 
MAPE 97/2 49/3 52/4 

NRMSE 02/4 46/4 46/5 
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 Tanhسازی به تفکیک پارامترهای مختلف با تابع فعال CNN( خطای اجرای معماری سوم 10جدول )

Table (10) Error of third CNN architecture in terms of different parameters with Tanh function 

 خطا نوع Tanhسازی تابع فعال
 تعداد فیلتر

64 128 256 

 دسته ۀانداز

32 
MAPE %88/3 %77/7 %82/3 

NRMSE %00/5 %48/9 %40/5 

64 
MAPE %17/8 %71/2 %01/3 

NRMSE %94/8 %43/3 %26/4 

128 
MAPE %44/3 %60/3 %77/3 

NRMSE %32/4 %80/4 %63/4 

 

و با تابع  256، تعداد فیلتر 64آمده از اجرای معماری سوووم حاکی از آن اسووت که ترکیب پارامترها با اندازۀ دسووته دسووتنتایج به

 بینی را در ایا بخش دارد.بهتریا دقت پیش ReLUسازی فعال

شد، طور که در بخشهمان شاره  ست ر از الگوریتمیکی دیگ RNNهای قبلی ا ستداده از آن های یادگیری عمیق ا بینی ر پیشدکه ا

آورده شووده  RNNریتم های منتخب و الگو( نتایج حاصوول از معماری11های زمانی امری متداول اسووت؛ از ایا رو، در جدول )سووری

مقایسووه  RNNبا الگوریتم  CNNم های منتخب اول، دوم و سووومعماری NRMSEو  MAPEاسووت. برای ارزیابی عملکرد، معیارهای 

 شده است.
 ( مقایسۀ خطای اجرای الگوهای منتخب11جدول )

Table (11) Comparing the error of selected models 
 نوع خطا                       

 نام روش
MAPE NRMSE 

RNN 46/2 79/2 

 CNN 13/2 09/3 منتخب معماری اول

 CNN 79/1 71/2منتخب معماری دوم 

 CNN 18/2 26/3 سوممنتخب معماری 

 

برای هر چهار  NRMSEهای دیگر بالاتر است. مقادیر به روشنسبت CNN(، دقت منتخب معماری دوم 11براساا نتایج جدول )

 (.Kiyani Mavi & Sayadi Nik, 2015های مذکور دارد )است که نشان از برازش مناسب الگوریتم 05/0روش کمتر از سطح 

شده از ضریب همبستگی پیرسون استداده شده است بینیمنظور بررسی رابطۀ بیا مقدار واقعی قیمت سهام و مقدار پیشبهدر ادامه 

سطح معنا12که نتایج آن در جدول ) ست. با توجه به اینکه  شده ا صد کمتر ( آورده  سطح خطای یك در داری برای هر چهار روش از 

 شده به لحاظ آماری تأیید شده است.بینیمت سهام و مقدار پیشاست، وجود همبستگی بیا مقدار واقعی قی

 

 شدهینیبشیپ مقدار و سهام قیمت یواقع مقدار بین ی پیرسونهمبستگ بیضر( 12جدول )
Table (12) Pearson's correlation coefficient between real & predicted stock price   

 نام روش                     

 شرح
RNN 

منتخب معماری 

 CNN اول

منتخب معماری 

 CNNدوم 

منتخب معماری 

 CNNوم س

 903/0 985/0 982/0 922/0 ضریب همبستگی پیرسون

 000/0 000/0 000/0 000/0 سطح معناداری

 91 91 91 91 تعداد دادۀ آزمایش
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های دیگر عملکرد بهتری داشته است، در ادامه به روشنسبت CNN(، منتخب معماری دوم 11نظر به اینکه براساا نتایج جدول )

سازی به بهینهمرت 50نتایج حاصل از اجرای ایا روش آورده شده است. فرآیند کاهش خطا در مرحلۀ آموزش معماری منتخب با تکرار 

 ( مشخص است.7در شکل )

 

 
 CNNفرآیند کاهش خطا برای مرحلۀ آموزش در معماری منتخب  (7شکل )

Figure (7) The process of error reduction for selected CNN architecture in train step 

 

شرکت  سهام  صدهان به آهاذوبنمودار قیمت واقعی  شکلبینی به تدکیك دادههمراه قیمت پیشا ( 8) های آموزش و آزمایش در 

 نشان داده شده است:

 
 ببینی با استفاده از معماری منتخهمراه نمودار پیشاصفهان به آهنذوبهای واقعی قیمت سهام شرکت داده (8شکل )

Figure (8) The chart of real stock price compared with the prediction graph using selected model 

(ZobAhan Esfahan stock price) 
 

 شنهادهایپ و جینتا

گران حوزۀ یادگیری ماشووینی نیز با اسووتداده از بینی قیمت سووهام، پژوهششووده برای پیشهای مختلف اسووتدادهبه موازات انواب روش

سعی در پیشالگوریتم شتههای متنوب موجود در ایا بخش  شینی ای از الگوریتماند. یادگیری عمیق، گونهبینی قیمت دا های یادگیری ما

ستداده از  سطح یانتزاع میمداهکند یتلاش ماست که  و شامل چندیا لایه  کند لحاظمختلف  یهاهیدر سطوج و لا یریادگیبالا را با ا

با  CNNشوود. در پژوهش حاضور از سوه معماری مختلف ها میی الگوریتم با دادههمگامپردازش اطلاعات اسوت که باعث بیشوتریا 
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سیهینه پیشترکیب پارامترهای مختلف برای انتخاب الگوریتم ب ست؛ برر شده ا ستداده  ها حاکی از آن بود که پارامترهای بینی قیمت ا

سازی است؛ از ایا رو، در مرحلۀ اول شامل مواردی نظیر اندازۀ دسته، تعداد فیلتر و تابع فعال CNNاثرگذار در ساخت معماری بهینه 

ای هر معماری به دست آمد و در مرحلۀ نهایی مقایسۀ نتایج حاصل از با استداده از ترکیبات مختلف پارامترهای مذکور، مقادیر بهینه بر

شان سه معماری منتخب ن سته  CNNدهندۀ آن بود که منتخب معماری دوم هر  شینه با ترکیب پارامترهای اندازۀ د همراه با لایۀ ادغام بی

اسووت که  NRMSE  = 71/2و درصوود  MAPE = 79/1، دارای خطاهای درصوود ReLUسووازی و با تابع فعال 256، تعداد فیلتر 64

شان سبتن سایر معماریدهندۀ عملکرد بهتر آن ن ست. RNNها و روش به  ستمعماری به ا صل از د آمده از ایا پژوهش با نتایج حا

کاران ) عات جی و هم طال کاران )( برای پیش2019م های آتی کربا و هم مت قرارداد مت ( درخصووووص پیش2020بینی قی بینی قی

( از لایۀ پیچشی 2020رمزارزها، در استداده از لایۀ پیچشی همراه با لایۀ ادغام بیشینه مطابقت دارد. بنابرایا در مطالعۀ گائو و همکاران )

ست و گودلك و همکاران ) شده ا ستداده  صادفی ا صندوق( نیز برای پیش2017همراه با لایۀ حذت ت سرمایهبینی قیمت  گذاری های 

ETF های های حذت تصادفی و ادغام بیشینه دادند که در ایا پژوهش با بررسی معماریپیشنهاد استداده از لایۀ پیچشی را همراه با لایه

ستدا شد و دقت معماری منتخب در ا شینه بهتر از معماریبالا، نتایج آنها تأیید ن شی همراه با لایۀ ادغام بی های دیگر بوده ده از لایۀ پیچ

 است.

های قیمتی بینی که یك روز آتی اسووت، از دو دسووته متغیرهای ورودی شووامل دادهدر پژوهش حاضوور با توجه به افق زمانی پیش

ست. حال آنکه تریا قیمت، آخریا قیمت و حجم معاملات)اولیا قیمت، بالاتریا قیمت، پاییا شده ا ستداده  ( و ده شاخص تکنیکال ا

تری از متغیرهای ورودی نظیر متغیرهای بنیادی اسوووتداده کرد و تأثیر هر گروه از انواب توان از طیف گسوووتردههای آتی میدر پژوهش

به پیشها را بر دقت پیشمختلف ورودی یا  نایی الگو را در های زمانی مختلف پردابینی قیمت در افقبینی بررسوووی کرد  خت و توا

توان عملکرد روش پیشووونهادی ایا پژوهش را با سوووایر های زمانی مختلف با یکدیگر مقایسوووه کرد. علاوه بر ایا، میبینی افقپیش

سه کرد. از طرفی، تعداد بالای متغیرهای ورودی بهالگوریتم صنوعی مقای طور معمول باعث افزایش پیچیدگی و به تبع آن های هوش م

های ورودی ممکا است به افزایش دقت الگوریتم کمك های کاهش ابعاد دادهشود. از ایا رو، استداده از تکنیكاهش کارایی الگو میک

، تجزیۀ مقادیر 1(PCAهای اسووواسوووی )وتحلیل مؤلدههای مختلف کاهش بعد مانند تجزیهتوان از تکنیكهای آتی میکند. در پژوهش

یل تدک 2(SVDمندرد) ندۀ تعمیمیكیا تحل ته )کن قت الگوریتم بررسوووی کرد. برخی از  GDA)3یاف تایج را در افزایش د داده و ن اسوووت

(، LSTMمدت ماندگار )های یادگیری عمیق مانند شوووبکۀ حافظۀ کوتاهبا سوووایر الگوریتم CNNگران نیز با ترکیب الگوریتم پژوهش

توان از ترکیب روش های آتی نیز می( که در پژوهش2021is and et al., Livier) اندهای ترکیبی را پیشووونهاد دادهاسوووتداده از روش

های فراابتکاری های یادگیری عمیق اسووتداده کرد یا با ترکیب روش پیشوونهادی با الگوریتمشووده در ایا پژوهش با سووایر الگوریتمارائه

ستعماری ) 4(OPSسازی مانند الگوریتم ازدحام ذرات )بهینه سه  قیمت بینیقدرت پیشدر توانایی آنها را  ICA)5و الگوریتم رقابت ا مقای

 .کرد

های تکنیکال، متغیرهای توان به ایا نکته اشوواره کرد که با توجه به وجود طیف وسوویع شوواخصهای ایا نوشووتار میاز محدودیت

ستداده شاخصتکنیکال ا ضر نمایندۀ کل  ست. علاوه بر ایا، با در نظر گرفتا عمدۀ پژوهششده در پژوهش حا های های تکنیکال نی

شته در ایا حوزه، برای اجرای ال ست؛ علاوه  Tanhو  ReLUسازی گوریتم تنها از توابع فعالگذ شده ا ستداده  ستبا سیا های ر ایا، 

شرکت ستوری قیمت که بر حجم معاملات و قیمت کوتاهمدیریتی  ستداده از معاملات بلوکی برای کنترل د ست، ها و ا مدت اثرگذار ا

 ممکا است بر نتایج پژوهش اثرگذار باشد.

 

                                                           
1. Principal Component Analysis  
2. Singular Value Decomposition  
3. Generalized Discriminant Analysis  
4. Particle Swarm Optimization  
5. Imperialist Competitive Algorithm  
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