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چكیده 

بارش باران یکی از مهم  ترین پدیده های جوّی است که بر زندگی بشر اثر می گذارد. پیش بینی بارش باران برای اهداف 
مختلفی مانند برنامه ریزی فعالیت های کشاورزی، پیش بینی سیلاب، پایش خشکسالی و تأمین آب مصرفی از اهمیت بالایی 
برخوردار است. هدف این مقاله پیش بینی بارش ماهانه در ایران با استفاده از روش جدید ترکیب شبکه های عصبی مصنوعی 
و فیلتر کالمن توسعه یافته می باشد، که برای این هدف از داده های میانگین بارش ماهانه حدود 180 ایستگاه سینوپتیک ایران 
که در سراسر کشور پراکنده هستند، طی سال های 1951 تا 2016 استفاده شده و به پیش بینی بارش ماهانه برای سال 2017 با 
استفاده از روش مقاله پرداخته شده است. در این مطالعه ایران شامل 8 پهنه اقلیمی است که به روش کوپن-گایگر تقسیم بندی 
شده است. از شبکه عصبی مصنوعی چندلایه با دو لایه مخفی که در هر لایه 10 نورون قرار گرفته است، برای پیش بینی در 
هر یک از پهنه های اقلیمی استفاده شد که برای آموزش این شبکه از فیلتر کالمن توسعه  یافته استفاده گردید. اختلاف مقادیر 
بارش ماهانه اندازه گیری شده در سال 2017 و مقادیر حاصل از پیش بینی در تمام ایستگاه ها محاسبه گردید. جذر میانگین 
مربعات این اختلافات (RMSE) در حالت نرمال برای 8 پهنه اقلیمی در مراحل آزمون و پیش بینی محاسبه گردید که برای اقلیم 
بیابان خشک و بسیار گرم نسبت به اقلیم  بیابان خشک و سرد کمتر است و برای اقلیم نیمه بیابانی خشک و سرد نسبت به اقلیم 
نیمه بیابانی خشک و بسیار گرم کمتر است و برای اقلیم معتدل با تابستان های خشک و بسیار گرم نسبت به اقلیم معتدل پرباران 
با تابستان های گرم کمتر است و برای اقلیم برفی با تابستان های خشک و بسیار گرم نسبت به اقلیم برفی با تابستان های خشک 
و گرم کمتر می باشد. در بیشتر موارد RMSE بدست آمده در اقلیم های بسیار گرم دارای مقدار کمتری است که نشان دهنده 

کارایی بهتر روش مقاله در پیش بینی بارش در این نوع اقلیم می باشد.
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1- مقدمه
بارش1 نتیجه پدیده های پیچیده اتمسفری و اقیانوسی است 
و پیش بینی این پدیده از چالش های مهم محققان طی سال های 
گذشته بوده است. به منظور مدیریت منابع آب، امنیت غذایی 
و مدیریت خطر سیلاب، صحت پیش بینی بارش برای چند ماه 

 .(Mekanik et al., 2013) آینده بسیار مهم است
شبکه های عصبی مصنوعی2 به عنوان یک مدل تجربی 
برای اولین بار با مدل کردن توانایی های مغز انسان توسط 
کالچ و پیتس ارائه گردید و توسط هاپلفید گسترش داده شد 
 (Haykin, 1994) . کراس و همکاران در سال 1995 بیان می کنند 

که شبکه های عصبی مصنوعی به عنوان یک مدل تشخیص 
غیرخطی  روابط  می تواند  غیرخطی  و  ناپارامتری  روندهای 
پیچیده با لایه های پنهان بین متغیرهای وابسته و مستقل را 
پیدا کند و با دقت بهتری نسبت به روش های آماری از جمله 
گذشته  در   . (Cross et al., 1995)نماید رگرسیونی3 عمل  روش 
برای پیش بینی بارش و سری های زمانی از روش رگرسیون 
نشان  فاربردر سال 1987  استفاده می شد، لاپدیس و  خطی 
دادند شبکه های عصبی مصنوعی کارآیی بهتری در پیش بینی 

 .(Lapedes and Farber, 1987)سری های زمانی بارش دارند
برای  مصنوعی  عصبی  شبکه های  از  اخیر  سال های  در 
مدل سازی بارش توسط محققین زیادی استفاده شده است 

.(Navone and Ceccatto, 1994) 

اولین سیستم تخمین مکانی- زمانی بارندگی با استفاده 
از شبکه های عصبی مصنوعی را فرنچ و همکاران در سال 
1992 ارائه کردند. سپس در سال 1994 توما و ایگاتا با به 
بکارگیری یک شبکه عصبی مصنوعی سه لایه به پیش بینی 
در سال 1995  و همکاران  هاستینراس  پرداختند.  بارندگی 
ریزش های  پیش بینی  مصنوعی جهت  عصبی  شبکه های  از 
جوّی جنوب آفریقا در فصل تابستان استفاده کردند. نتایج 
تحقیقات آن ها نشان داد که تجزیه و تحلیل بارش در آن 
منطقه تنها با روند غیرخطی شبکه های عصبی مصنوعی قابل 
1- Rainfall

2- Artificial Neural Network: ANN

3- Regression

 . (Hastenrath et al., 1995) پیش بینی است
توکار و سنتون در سال 1999 با استفاده از شبکه عصبی 
مصنوعی به پیش بینی بارش پرداختند. نتایج نشان داد که مدل 
رواناب - بارش حاصل از شبکه های عصبی مصنوعی در مقایسه 
با دیگر روش های آماری دقت بیشتر داشته و زمان کمتری برای 

. (Tokar and Johnson, 1999) برازش مدل صرف می شود
کاوازوس در سال 2000 از شبکه های عصبی مصنوعی 
برای پیش بینی بارش روزانه بالکان استفاده کرد و نشان داد 
پیش بینی  در  مفید  ابزاری  مصنوعی  عصبی  شبکه های  که 

. (Cavazos, 2000) بارش روزانه در منطقه مورد نظر می باشد
بلند  پیش بینی  به   2013 سال  در  همکاران  و  مکانیک 
مقیاس  بزرگ  اقلیمی4  مدل های  از  استفاده  با  بارش  مدت 
و  مصنوعی  عصبی  شبکه های  روش  دو  از  و  پرداختند 
که  داد  نشان  نتایج  کردند.  استفاده  متغیره  چند  رگرسیون 
شبکه عصبی مصنوعی همبستگی5 بیشتری دارد و خطای آن 
کمتر است (Mekanik et al., 2013). دئو و ساهین در سال 2015 
به پیش بینی شاخص تبخیر و تعرق - بارش استاندارد شده 
شاخص های  مصنوعی،  عصبی  شبکه  از  استفاده  با  ماهانه 
اقلیمی و پارامترهای اقلیمی در شرق استرالیا پرداختند. آن ها 
مؤثرترین شاخص ها بر منطقه را معرفی کردند و نشان دادند 
آن  کارایی  افزایش  مدل سبب  به  این شاخص ها  ورود  که 

. (Deo and Şahin, 2015)شده است
 خلیلی در پایان نامه کارشناسی ارشد خود در سال 1385 
با استفاده از شبکه های عصبی مصنوعی بارش ماهانه ایستگاه 
سینوپتیک مشهد را مطالعه کرد. نتایج نشان داد که شبکه های 
عصبی مصنوعی به خوبی روند بارش ماهانه را در ایستگاه 

مذکور پیش بینی می کند )خلیلی, 1385(. 
ناصری و همکاران در سال 2008 با استفاده از شبکه های 
عصبی مصنوعی و ترکیب آن با الگوریتم ژنتیک6 بارش را در 
منطقه سیدنی استرالیا مطالعه کردند. نتایج نشان داد که شبکه 
عصبی مصنوعی در ترکیب با الگوریتم ژنتیک نسبت به شبکه 
4- Climate

5- Correlation

6- Genetic Algorithm: GA
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   (Nasseri et al., 2008).عصبی مصنوعی مدل بهتری را ارائه می کند
مدل  از  استفاده  با   2009 سال  در  داهامشه  و  آکسوی 
شبکه های عصبی مصنوعی بارش ماهانه اردن را پیش بینی 
کردند. نتایج تحقیقات آن ها نشان داد که در سه ایستگاه مورد 
با توجه به معیارهای مورد نظر نظیر جذر میانگین  مطالعه 
مربع خطاها1، مدل انتشار پس انتشار2پیش رو3، بهترین مدل 

.  (Aksoy and Dahamsheh, 2009)می باشد
از  استفاده  با  آکسوی  و  داهامشه  دیگر  مطالعه  یک  در 
خشک  مناطق  ماهانه  بارش  مصنوعی  عصبی  شبکه های 
اردن را پیش بینی کردند و نتایج را با رگرسیون چند متغیره 
مقایسه کردند. نتایج نشان داد که شبکه های عصبی مصنوعی 
نتایج بهتری را نسبت به رگرسیون چند متغیره ارائه می کند 

 .(Dahamsheh and Aksoy, 2009)

که  دادند  نشان   2012 سال  در  همکاران  و  آبهیشک 
شبکه عصبی مصنوعی پس انتشار پیش رو توانایی پیش بینی 
میانگین بارش ماهانه را دارد(Abhishek et al., 2012). با توجه به 
انجام شده و عملکرد شبکه عصبی مصنوعی  پژوهش های 
در  بارش  پیش بینی  اهمیت  همچنین  و  تحقیقات  این  در 
منطقه ایران، در این مقاله با استفاده از ترکیب شبکه عصبی 
مصنوعی و فیلتر کالمن توسعه یافته4 به پیش بینی بارش در 

منطقه ایران پرداخته شده است.

2- روش ها
در  استفاده  مورد  روش های  مطالعه  به  بخش  این  در 
این مقاله پرداخته می شود که شامل 3 زیربخش است. در 
زیر  در  مصنوعی،  عصبی  شبکه  بررسی  به  اول  زیربخش 
سوم  زیربخش  در  و  کالمن  فیلتر  بررسی  به  دوم  بخش 
کالمن  فیلتر  و  مصنوعی  عصبی  شبکه  ترکیب  بررسی  به 

توسعه یافته پرداخته می شود.

1- Root Mean Square Errors: RMSE

2- Back Propagation 

3- Feed-Forward

4- Extended Kalman Filter: EKF

2-1-شبكه عصبی مصنوعی
شبکه های عصبی مصنوعی روشی برای تقریب توابع و 
پیش بینی حالت آینده سیستم های مختلف هستند. ساختار هر 
شبکه عصبی مصنوعی با چهار ویژگی شامل تعداد نرون ها5 
الگوریتم  و  لایه ها7  تعداد  انتقال6،  تابع  نوع  لایه،  هر  در 
واحد  می شود (Haykin, 1994). کوچک ترین  آموزش8 شناخته 
پردازش اطلاعات در شبکه عصبی مصنوعی نرون می باشد 
را  مصنوعی  عصبی  شبکه های  هسته  و  اصلی  بخش  که 
داده های  پردازش  با  مصنوعی  عصبی  شبکه های  می سازد. 
تجربی، ارتباط میان آن ها را کشف کرده و به داخل شبکه 
از تعدادی گره  انتقال می دهند. هر شبکه عصبی مصنوعی 
که همان نورون ها هستند و وزن های ارتباطی که نورون ها 
را به هم وصل می کنند، تشکیل شده است. داده های ورودی 
در وزن های متناظرشان ضرب می شوند و مجموع آن ها به 
انتقال  تابع  دارای یک  نورون  نورون ها وارد می گردند. هر 
است. این مقدار ورودی در تابع انتقال جایگذاری شده و 
می کند. مشخص  را  نورون  خروجی  آن،  از  حاصل  مقدار 
تابع انتقال می تواند خطی یا غیرخطی باشد و از مهم ترین 
توابع انتقال می توان به تابع سیگموئید9 دو قطبی، تابع انتقال 
لوجستیک10 و تابع انتقال هیپربولیک11 اشاره کرد. تابع انتقال 
باید کراندار، افزایشی، پیوسته و مشتق پذیر باشد و بر پایه 
نیاز خاص برای حل مسئله انتخاب شود. شبکه های عصبی 
اصطلاح  به  که  چندلایه  یا  تک لایه  می توانند  مصنوعی 
در  باشند.  می شود،  گفته  چندلایه12  پرسپترون  شبکه های 
نگاره 1 یک شبکه عصبی مصنوعی چندلایه که شامل لایه 
ورودی، لایه مخفی و لایه خروجی است، نشان داده شده 
است. در شبکه عصبی مصنوعی تک لایه، لایه مخفی وجود 

. (Norgaard, 1997)ندارد
5- Neurons

6- Transfer Function

7- Layer

8- Training Algorithm

9- Sigmoid Function

10- Logistic Function

11- HyperbolicFunction

12- Multi-Layer Perceptron
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 نگاره 1. ساختار شبكه عصبی مصنوعی چندلایه

2-1-1- الگوریتم پس انتشار خطا
پیش رو  مصنوعی  عصبی  شبکه های  در  الگوریتم  این 
مورد استفاده قرار می گیرد. پیش رو بودن به این معناست که 
نرون ها در لایه های متوالی قرار گرفته اند و خروجی خود را 
رو به جلو می فرستند. واژه پس انتشار نیز به معنای این است 
که خطا ها به سمت عقب در شبکه تغذیه می شوند تا وزن ها 
را اصلاح کنند و پس از آن، مجدداً ورودی، مسیر پیش روی 
الگوریتم  آموزش  اساس  کند.  تکرار  خروجی  تا  را  خود 
پس انتشار به این صورت است که وزن های اولیه ارتباطی به 
صورت تصادفی انتخاب می گردند. با فرض وجود N نمونه 
است،  خروجی   l و  ورودی   nدارای نمونه  هر  که  آموزشی 
بردار  و   ( )1 , ,    = … صورت  به  ورودی  بردار 
1  ≤ ≤ که  ( )1 , ,    = … صورت  به  خروجی 

با  آموزش  فرآیند   .(Bose & Liang 1998) می گردد  تعریف   ،
استفاده از دو گام زیر اتفاق می افتد.

  به لایه ورودی فرستاده  1- انتشار به جلو1: بردار ورودی 
بر اساس  ( )1 , ,    = … می شود و یک بردار خروجی 
) ایجاد می گردد. مقدار  )1 , ,   = … وزن های جاری 
E مقایسه شده و تابع خطای   با مقدار واقعی یعنی 

تولید می شود )تشنه لب و جعفری، 1395(.
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( )2
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1- Forward Propagation

2- انتشار خطا به عقب2: در این گام، خطای بدست آمده از 
معادله )1( به وسیله رابطه )2( روی وزن ها توزیع می گردد.
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∆ = −
∂ )2(

همگرایی  نرخ  که  است  پارامتری   0 1η< < ضریب 
ادامه  آن قدر  مرحله  دو  این  می نماید.  کنترل  را  الگوریتم 
می یابد تا مقدار E به مقدار کوچک از پیش تعیین شده ای 
همگرا گردد. در حقیقت شبکه، با توزیع خطای بدست آمده 
عملیات،  این  تکرار  و  قبلی  وزن های  روی  مرحله  هر  در 

آموزش می بیند )تشنه لب و جعفری،1395(.

2-2- فیلتر کالمن
فیلتر کالمن یکی از معروف ترین  و پرکاربرد ترین ابزار 
ریاضی است، که برای تخمین های آماری مورد استفاده قرار 
می گیرد. فیلتر کالمن کلاسیک بر اساس یک روش بازگشتی 
به حل مسئله فیلترینگ خطی گسسته می پردازد. فیلتر کالمن 
روند  که یک  است  ریاضی  معادلات  از  شامل مجموعه ای 
می دهد.فیلتر  انجام  را  به روزرسانی  و  پیش بینی  تکراری، 
کالمن در کمینه سازی کووریانس خطای تخمین زده شده 
فیلتر  روش   . (Welch and Bishop, 2006)است بهینه  ابزار  یک 
کالمن یک روش دنباله ای است که در آن برای برآورد بردار 
مجهولات و دقت آن ها در هر لحظه صرفاً بردار مجهولات 
آن  در  مشاهدات  و  آن ها  قبل  مرحله  برآورد شده  دقت  و 
لحظه نیاز است و همه مشاهدات و داده ها مورد نیاز نیستند.

2-2-1- فیلتر کالمن توسعه یافته
یک  تخمین  و  بهبود  در  سعی  کلاسیک  کالمن  فیلتر 
وضعیت تحت معادلات تفاضلی احتمالاتی خطی دارد، در 
حالت  در  پردازش  نیازمند  کاربردها  از  بسیاری  که  حالی 
غیرخطی می باشد. در سیستم های غیرخطی از فیلتر کالمن 
این  در   . (Chui and Chen, 2009)می شود استفاده  توسعه یافته 
حالت معادلات فیلتر کالمن کلاسیک به صورت روابط )3( 

و )4( در قالب فیلتر کالمن توسعه یافته بیان می شود: 
2- Error Back Propagation
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)3(( )( ) ( 1), ( ), ( 1)        = − −

  )4(( )( ) ( ), ( )        =

) نشان دهنده نویز فرایند  )  ) و  )  که در این روابط 
معادله  این  در    غیرخطی  تابع  هستند.  اندازه گیری  و 
تفاضلی، ارتباط بین بردار وضعیت در زمان t و زمان t-1 را 
) و  )  مشخص می نماید و شامل پارامترهای تابع محرک 

نویز فرایند است. 
) و  )  تابع غیرخطی h ارتباط بین بردار وضعیت دقیق
) را مشخص می نماید. به منظور استفاده از  )  مشاهدات 
فیلتر کالمن توسعه یافته ابتدا باید این معادلات را خطی نمود 

و سپس خواهیم داشت:
      )5(

( )( ) ( ) ( 1) ( 1) ( 1)ˆ          ≈ + − − − + −

                     )6(
( )( ) ( ) ( ) ( ) ( )           ≈ + − + 

معرفی  زیر  صورت  به  فوق  روابط  پارامترهای  که 
می شوند:

) بردارهای وضعیت و مشاهدات تقریبی )  ) و  ) 

t تخمین بردار وضعیت در مرحله ˆ ( ) 

Y ماتریس ژاکوبین مشتقات جزئی تابع غیر خطی f نسبت 

xبه
F ماتریس ژاکوبین مشتقات جزئی تابع غیر خطی f نسبت 

w به
H ماتریس ژاکوبین مشتقات جزئی تابع غیر خطی h نسبت 

x به
V ماتریس ژاکوبین مشتقات جزئی تابع غیر خطی h نسبت 

v به
و  پیش بینی  منظور  به  پردازش  مراحل  مقدمات  این  با 
به روزرسانی به صورت روابط )7( تا )11( تعریف می شود:

پیش بینی
   )7(( )' ( 1), ( ), ( 1)  ˆ ˆ( )        = − −

)8(
' ( ) ( 1) ( ) ( 1)( ) ( ) (   )            = − + −

ˆ' بردار وضعیت پیش بینی شده و  ( )  که در این روابط، 
 Q ،ماتریس کووریانس بردار وضعیت پیش بینی شده ' ( ) 

) کووریانس خطای مدل  1)  − کووریانس نویز فرایند و 
زمینه می باشد.

به روزرسانی
   )9(

( ) 1' '( ) ( )( ) ( ) ( ) ( ) ( )            
−

= +

         )10(
( )( )' '( ) ( ) ( ) ,ˆ ˆ ˆ( ) ( ) 0           = + −

              )11(
( ) '( ) ( ) ( ) ( )        = −

و  اندازه گیری  نویز  کووریانس    فوق  روابط  در  که 
. (Welch and Bishop, 2006)ماتریس بهره کالمن می باشد ( ) 

2-3- ترکیب شبكه عصبی مصنوعی و فیلتر کالمن 
توسعه یافته

تابع  هر  می توانند  تقریباً  مصنوعی  عصبی  شبکه های 
غیرخطی را تقریب بزنند. پیچیدگی ذاتی موجود در طراحی 
شبکه های عصبی مصنوعی به شناسایی ساختار و ضرایب 
آموزش دهنده آن مرتبط است. الگوریتم پس  انتشار یکی از 
متداول ترین الگوریتم های مورد استفاده جهت آموزش این 
تعداد  انتخاب  به  پس  انتشار   الگوریتم  اما  است،  شبکه ها 
است.  وابسته  مخفی  لایه های  تعداد  و  مخفی  نرون های 
همچنین با توجه به ماهیت این روش سرعت همگرایی آن 
خیلی کند است و به نویزهای موجود در مجموعه داده های 
ورودی و خروجی که جهت آموزش شبکه عصبی مصنوعی 
به کار می روند، بسیار حساس است. همچنین الگوریتم پس 
ضعیفی  عملکرد  پیچیده  فرایندهای  مدل سازی  در   انتشار 
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دارد (Yang et al., 2007). پژوهش هایی جهت رفع این نواقص 
از سوی محققان صورت گرفته است. یکی از معروف ترین 
روش ها در جهت رفع نواقص مذکور استفاده از فیلتر کالمن 

. (de Jesús Rubio and Yu, 2007)است
است.  متکی  بازگشتی  الگوریتم  نوعی  بر  کالمن  فیلتر 
بازگشتی به این معنی است که بر خلاف بسیاری دیگر از 
روش های پردازش داده، در این روش برای انجام محاسبات 
پاسخ  نیست.  نیازی  قبلی  داده های  ذخیره سازی  به  جدید، 
بازگشتی هر مرحله، از روی تخمین های قبلی و ورودی های 
مرحله  تخمین  فقط  نتیجه  در  می شود.  به روزرسانی  جدید 
یک  عنوان  به  کالمن  فیلتر  بنابراین  شود.  ذخیره  باید  قبلی 
روش تخمین خطی در سیستم های پویا مطرح می باشد. به 
همین دلیل این الگوریتم در روش های برخط1 بسیار پرکاربرد 
است در حالی که الگوریتم های پر کاربردی مانند گوس نیوتن 
یا لونبرگ2 به دلیل نیاز به محاسبات حجیم و ذخیره سازی 
دارند.  برخط  در سیستم های  کمتری  کاربرد  قبلی،  داده های 
اندازه گیری و نویز فرایند در روابط مربوط به تخمین  نویز  
الگوریتم کالمن، در نظر گرفته می شوند. در سیستم خطی پویا 
و نویزی، با داشتن مقادیر حالت در زمان های قبل، می توان 
خروجی و مقادیر حالت را برای آینده تخمین زد. اگر روابط 
بین متغییرهای حالت و خروجی غیرخطی باشد، از الگوریتم 
1 -Online
2- Levenberg

.(Iiguni et al., 1992) فیلتر کالمن توسعه یافته استفاده می شود
شبکه عصبی پیش رو را می توان یک نوع سیستم پویای 
آموزش  و  گرفت  نظر  در  ارتباطی  وزن های  با  غیرخطی 
سیستم  حالت  تخمین  مسئله  با  را  مصنوعی  عصبی  شبکه 
غیرخطی معادل سازی کرد. به همین دلیل می توان از نسخه 
توسعه یافته فیلتر کالمن برای تخمین پارامترهای قابل تنظیم 
شبکه عصبی مصنوعی، به عنوان مثال وزن های شبکه عصبی 
باید شبکه عصبی  منظور  این  برای  کرد.  استفاده  مصنوعی 
مفاهیم فضای حالت فرمول بندی شود.  مصنوعی برحسب 
وزن های  بردار  آن  در  که  است  فرایند  مدل   )12( رابطه 
حالت  عنوان  به  ایده آل   ) ( )  مصنوعی) عصبی  شبکه 
 )13( رابطه  شده اند.  آغشته   ) ( ). فرایند) نویز  به  سیستم 
شبکه  پاسخ  آوردن  دست  به  برای  را  اندازه گیری  مدل 

( )  ورودی) بردار  به  نسبت  غیرخطی  مصنوعی  عصبی 
) نویز اندازه گیری  )  ( و وزن های آن بیان می کند. پارامتر 
تابع  یا  تحریک  تابع  عنوان  به   ( ) ( ),      تابع  و 
فعال ساز یا تابع انتقال برای توصیف قسمت غیرخطی مدل 
است. بردار وزن که به عنوان بردار وضعیت مدل غیرخطی 
در نظر گرفته شده، شامل تمامی وزن های لایه های میانی و 

0 ( است که در آن   خروجی شبکه عصبی مصنوعی )
2 به ترتیب تعداد سیگنال های ورودی، نورون های  1 و   ،
میانی و خروجی می باشند. وزن های اولیه در شبکه عصبی 

نگاره 2. شبكه عصبی چندلایه با 
آموزش فیلتر کالمن توسعه یافته 

)تشنه لب و جعفری، 1395(
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مصنوعی به صورت تصادفی انتخاب می شوند. در نگاره 2 
می توان نحوه ترکیب شبکه عصبی مصنوعی و فیلتر کالمن 
عصبی  شبکه  وزن های  آوردن  بدست  برای  را  توسعه یافته 

مصنوعی ملاحظه نمود )تشنه لب و جعفری، 1395(.
)12(

( ) ( ) ( )1 1 11
        × × ×+ = +

)13(
( ) ( ) ( ) ( )

2 21 1,       × ×=   + 

فیلتر کالمن توسعه یافته وزن های شبکه عصبی مصنوعی را 
برای به حداقل رساندن میانگین مربعات خطای تخمین، تنظیم 
می کند. اجرای الگوریتم فیلتر کالمن توسعه یافته برای آموزش 

شبکه عصبی مصنوعی شامل مراحل زیر می باشد:
عصبی  شبکه  خروجی  بردار  آوردن  دست  به  اول:  مرحله 
( که با استفاده از دو رابطه  ( )̂  ام یعنی)  مصنوعی در گام 

)12( و )13( انجام می شود.
مرحله دوم: به دست آوردن ماتریس ژاکوبین خروجی شبکه 
عصبی مصنوعی نسبت به وزن های آن که با استفاده از رابطه 

)14( انجام می شود.
)14(

( ) ( )
( )

( )
( )

( )
( )2

2 2 2
2

1 1 2 1 1

ˆ ˆ ˆ
, , ,








 
     

  


 

  


  ×
× × × ×

 ∂ ∂ ∂
= … 

∂ ∂ ∂  

از  استفاده  با  بردار خطای تخمین که  محاسبه  مرحله سوم: 
) خروجی  )  رابطه  این  در  می شود.  انجام   )15( رابطه 

) خروجی شبکه عصبی مصنوعی است. )̂  مطلوب و
)15(

( ) ( ) ( )
2 2 21 1 1ˆ     × × ×= −

) که با استفاده  )  مرحله چهارم: محاسبه بهره فیلتر کالمن
از رابطه )16( انجام می شود.

      )16(( ) ( ) ( ) ( )
2 2 2 2                × × × ×=

     )17(
( ) ( ) ( ) ( ) ( )

2 22 2 2 2

1

     


             ×

−

× × × ×
 = + 

  خطا،  کواریانس  ماتریس  ( )  معادلات این  در 
نرمال سازی  ماتریس   ( )  و  اندازه گیری  نویز  کواریانس 

است.
و  خطا  کواریانس  ماتریس  آوردن  دست  به  پنجم:  مرحله 
1 که با استفاده از روابط )18(  + تنظیم وزن ها برای گام 

و )19( انجام می شود.
       )18(

( ) ( ) ( ) ( )
2 21 1 11

            × × × ×+ = +

     )19(
( ) ( ) ( ) ( ) ( ) ( )

2 2
1

          


                  

×× × × × ×+ = − +

 کواریانس نویز فرایند است )تشنه لب  در این معادلات 
و جعفری, 1395(.

3- منطقه مطالعاتی
در این مقاله تمام کشور ایران به عنوان منطقه مطالعاتی 
مربع وسعت  کیلومتر  ایران 1648198  است.  انتخاب شده 
و  درجه   39 تا  دقیقه  سه  و  درجه   25 محدوده  در  دارد و 
 63 تا  دقیقه  پنج  و  درجه   44 و  شمالی  عرض  دقیقه   47
درجه و 18 دقیقه طول شرقی واقع شده است.روش کوپن1 
یکی از متداول ترین روش های پهنه بندی اقلیمی است، که 

پژوهشگران مختلفی به بهبود آن پرداخته اند. 
در این مقاله از پهنه بندی اقلیمی ایران به روش کوپن-
استفاده  است،  شده  انجام  محققان  سایر  توسط  که  گایگر 

 .) 1396; Kottek et al., 2006,گردید )رضیئی
همان گونه که در نگاره 3 دیده می شود، این پهنه بندی 
ایران را به 8 اقلیم بیابان خشک و بسیار گرم2، بیابان خشک 
و سرد3، نیمه بیابانی خشک و بسیار گرم4، نیمه بیابانی خشک 
و سرد5، معتدل با تابستان های خشک و بسیار گرم6، معتدل 

1- Köppen

2- BWh

3- BWk

4- BSh

5- BSk

6- Csa
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تابستان های  با  برفی  اقلیم  گرم1،  تابستان های  با  باران  پر 
تابستان های خشک و  با  اقلیم برفی  خشک و بسیار گرم2، 
بارش  میانگین  از  تحقیق  این  می کند.در  تقسیم بندی  گرم3 
ماهانه 180 ایستگاه سینوپتیک4، طی سال های 1951-2016 
استفاده شده و سال 2017 مورد پیش بینی قرارگرفته است. 
موجود  داده  که  سال هایی  تعداد  ایستگاه ها  از  برخی  در 
است کمتر از مقدار ذکر شده می باشد. در نگاره 4 می توان 
ایستگاه های هواشناسی که در این تحقیق مورد استفاده قرار 

گرفته اند را مشاهده کرد.

نگاره 3: مناطق اقلیمی ایران به روش کوپن-گایگر
 )رضیئی, 1396(

4- نتایج و یافته ها
فیلتر  از ترکیب شبکه عصبی مصنوعی و  این مقاله  در 
ایران  اقلیم   8 در  بارش  پیش بینی  برای  توسعه یافته  کالمن 

استفاده شده است. 
داده ها به دو بخش تقسیم شده اند. از 70 درصد داده های 
ایستگاه های   1951-2016 سال های  ماهانه  بارش  میانگین 

1- Cfa

2- Dsa

3- Dsb

4- Synoptic

برای  آن  درصد   30 از  و  شبکه  آموزش5  برای  سینوپتیک 
آزمون6 شبکه استفاده شد. 

نگاره 4: نمایش ایستگاه های هواشناسی مورد استفاده

جدول1: پارامترهای شبكه عصبی مورد استفاده
شبكه عصبی چندلایه نوع شبكه عصبی

)پرسپترون(
7تعداد ورودی های شبکه
1تعداد خروجی های شبکه

2تعداد لایه های میانی
10تعداد نرون های هر لایه میانی

فیلتر کالمن توسعه یافتهروش آموزش
سیگموئید دو قطبیتابع انتقال یا فعال سازی

شبکه عصبی چندلایه با دو لایه مخفی، مورد استفاده قرار 
به عنوان ورودی های  پارامتر  از 7  گرفت. در لایه ورودی 
شبکه عصبی مصنوعی استفاده شده است. تمامی این پارامتر ها 
پیش از ورود به شبکه عصبی مصنوعی نرمالیزه شده اند. لایه 
می باشند.در  نرون   10 دارای  کدام  هر  دوم  و  اول  مخفی 
و  )طول، عرض  جغرافیایی  موقعیت  ماه،  سال،  روش  این 

5-Train

6- Test
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و  ماهانه  دمای  میانگین  و  سینوپتیک  ایستگاه های  ارتفاع( 
پارامترهای ورودی و  به عنوان  ماهانه  باد  میانگین سرعت 
میانگین بارش ماهانه به عنوان پارامتر هدف در نظر گرفته 
شده است. از تابع سیگموئید دو قطبی به عنوان تابع انتقال 
استفاده شده است. این تابع بازه هر نرون را میان دو مقدار 
1- و 1 فشرده می نماید. از الگوریتم فیلتر کالمن توسعه یافته 
استفاده  الگوریتم آموزش شبکه عصبی مصنوعی  به عنوان 
شده است. یک مدل شبکه عصبی مصنوعی چهار لایه ای، 
مانند  مخفی  لایه  دو  و  خروجی  لایه  ورودی،  لایه  شامل 
نگاره 2 ایجاد گردید. برای ارزیابی شبکه عصبی مصنوعی 
RMSEآماره شد.  استفاده  همبستگی1  و ضریب   RMSE از 
جهت بررسی تفاوت میان مقدار پیش بینی شده توسط مدل 
یا برآوردگر آماری و مقدار واقعی استفاده می شود و ابزار 
کارایی جهت مقایسه خطاهای پیش بینی توسط یک مجموعه 

 .(Hyndman and Koehler, 2006) داده  می باشد
مقدار  تغییرات  نحوه  کننده  بیان  همبستگی  ضریب 
خروجی شبکه عصبی مصنوعی با مقدار واقعی را مشخص 
می کند. این ضریب بین 1 تا 1- است. مقدار 1 برای ضریب 
واقعی  مقدار  با  خروجی  که  است  معنا  این  به  همبستگی 
کاملًا تطابق دارد و 1- به این معنا است که خروجی و مقدار 
واقعی کاملًا معکوس هم هستند و در صورت عدم وجود 

1- Correlation Coefficient (R)

رابطه بین دو متغیر، برابر صفر است.
داده های  با  مصنوعی  عصبی  شبکه  آموزش  از  پس 
مصنوعی  عصبی  شبکه  این  از   ،1951-2016 سال های 
سال  ماه   12 برای  ماهانه  بارش  میانگین  و  شده  استفاده 
2017 پیش بینی گردید. پیش بینی برای هر یک از اقلیم ها به 

صورت جداگانه انجام شد. 
و  آموزش  برای  آمده  بدست   RMSE مقادیر   2 جدول 
کالمن  فیلتر  و  مصنوعی  شبکه عصبی  ترکیبی  مدل  آزمون 
که  همان گونه  می دهد.  نشان  اقلیم   8 برای  را  توسعه یافته 
و  است  آزمون  از  بیشتر  آموزش   RMSE می رود،  انتظار 
بیشتر  مقداری  آموزش  از  شبکه  آزمون  همبستگی  ضریب 
است، پس با توجه به نتایج بدست آمده برای آزمون شبکه 
دیده  آموزش  خوبی  به  شبکه  که  گرفت  نتیجه  می توان 
است. جدول 3 مقادیر RMSE بدست آمده برای پیش بینی 
مشاهده  می دهد.  نشان  را  اقلیم   8 2017برای  سال  ماه   12
می شود که RMSE پیش بینی در اکثر اقلیم ها بیشتر از آزمون 
مدل ترکیبی می باشد، که دلیل آن خارج از بازه آموزش و 
آزمون بودن داده های پیش بینی است. نگاره 5 خروجی مدل 
توسعه یافته  کالمن  فیلتر  و  مصنوعی  عصبی  شبکه  ترکیبی 
را در مقایسه با مقادیر واقعی و میزان همبستگی این دو را 
برای آموزش مدل ترکیبی نشان می دهد. نگاره 6 خروجی 
مدل ترکیبی را در مقایسه با مقادیر واقعی و میزان همبستگی 

جدولRMSE :2 بدست آمده برای آموزش و آزمون مدل ترکیبی

RMSE آموزش اقلیم

شبکه )میلیمتر(
ضریب همبستگی 

آموزش شبکه
RMSE آزمون 

شبکه )میلیمتر(
ضریب همبستگی 

آزمون شبکه
0/10930/23810/04860/4710بیابان خشک و بسیار گرم

0/08680/29520/06390/4203بیابان خشک و سرد
0/17130/27210/07810/5875نیمه بیابانی خشک و بسیار گرم

0/10470/31850/07190/5346نیمه بیابانی خشک و سرد
0/07170/51580/05410/6126معتدل با تابستان های خشک و بسیار گرم

0/11290/45830/09560/6707معتدل پر باران با تابستان های گرم
0/12050/65620/09600/7801اقلیم برفی با تابستان های خشک و بسیار گرم

0/18310/46050/14710/5214اقلیم برفی با تابستان های خشک و گرم
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نگاره5: خروجی مدل شبكه عصبی مصنوعی در مقایسه با مقادیر واقعی و میزان همبستگی این دو برای بخش آموزش مدل 
ترکیبی و همچنین مقدار RMSE نرمال برای هر اقلیم
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نگاره6: خروجی مدل شبكه عصبی مصنوعی در مقایسه با مقادیر واقعی و میزان همبستگی این دو برای بخش آزمون مدل 
ترکیبی و همچنین مقدار RMSE نرمال برای هر اقلیم
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با توجه به جدول 3 و مقادیر RMSE هر کدام از اقلیم ها 
می توان ملاحظه نمود که همان روند مرحله آزمون در مورد 
وجود  نیز  پیش بینی  مرحله  در  مختلف  اقلیم های   RMSE

دارد.

5- نتیجه گیری و پیشنهادات
فیلتر  از ترکیب شبکه عصبی مصنوعی و  این مقاله  در 
کالمن توسعه یافته برای پیش بینی بارش باران در منطقه ایران 

استفاده گردید. 
شبکه عصبی  آموزش  برای  توسعه یافته  کالمن  فیلتر  از 
کالمن  فیلتر  از  استفاده  است.  شده  استفاده  مصنوعی 
عصبی  شبکه  وزن های  آوردن  بدست  برای  توسعه یافته 
مصنوعی، سرعت همگرایی شبکه عصبی را بهبود بخشید و 
همچنین به نویزهای موجود در مجموعه داده های ورودی 
و خروجی که جهت آموزش شبکه عصبی به کار می روند، 
حساسیت کمتری نشان داد که علت آن عملکرد خوب این 

فیلتر در مدل سازی فرایندهای پیچیده است. 
که  می شود  باعث  کوپن-گایگر  پهنه بندی  از  استفاده 
ایستگاه های سینوپتیک که بارش نسبتاً مشابهی دارند در یک 
دسته قرار بگیرند، این کار باعث افزایش دقت شبکه عصبی 
مصنوعی می شود. مقدار نرمال RMSE برای 8 پهنه اقلیمی 
در مرحله آزمون و پیش بینی محاسبه گردید که برای اقلیم 
بیابان خشک و  اقلیم   به  بیابان خشک و بسیار گرم نسبت 
سرد  و  خشک  نیمه بیابانی  اقلیم  برای  و  است  کمتر  سرد 
نسبت به اقلیم نیمه بیابانی خشک و بسیار گرم کمتر است و 
برای اقلیم معتدل با تابستان های خشک و بسیار گرم نسبت 
به اقلیم معتدل پرباران با تابستان های گرم کمتر است و برای 
اقلیم برفی با تابستان های خشک و بسیار گرم نسبت به اقلیم 

برفی با تابستان های خشک و گرم کمتر می باشد. 
اقلیم های  در  آمده  بدست   RMSE موارد  بیشتر  در 
دهنده  نشان  که  است  کمتری  مقدار  دارای  گرم  بسیار 
نوع  این  در  بارش  پیش بینی  در  مقاله  روش  بهتر  کارایی 

می باشد. اقلیم 

نگاره7  نشان می دهد.  ترکیبی  آزمون مدل  برای  را  این دو 
خروجی مدل ترکیبی را در مقایسه با مقادیر واقعی و میزان 
پیش بینی صورت گرفته توسط  برای  را  این دو  همبستگی 

مدل ترکیبی آموزش دیده نشان می دهد. 
همان گونه که در جدول 2 مشاهده می شود و با توجه 
عملکرد  می توان  مصنوعی  شبکه عصبی  آزمون   RMSE به 
 RMSE شبکه را ملاحظه نمود، که در اقلیم های بیابانی مقدار
برای اقلیم بیابان خشک و بسیار گرم نسبت به اقلیم بیابان 
خشک و سرد کمتر است و در اقلیم های نیمه بیابانی مقدار 
RMSE برای اقلیم نیمه بیابانی خشک و سرد نسبت به اقلیم 

نیمه بیابانی خشک و بسیار گرم کمتر است و در اقلیم های 
معتدل مقدار RMSE برای اقلیم معتدل با تابستان های خشک 
تابستان های  با  پرباران  اقلیم معتدل  به  و بسیار گرم نسبت 
 RMSE گرم کمتر است، همچنین در اقلیم های برفی مقدار
برای اقلیم برفی با تابستان های خشک و بسیار گرم نسبت به 

اقلیم برفی با تابستان های خشک و گرم کمتر است.

جدولRMSE :3 بدست آمده برای پیش بینی بارش توسط 
مدل ترکیبی آموزش دیده انجام شده برای 8 اقلیم

اقلیم
 RMSE

پیش بینی شبکه 
)میلیمتر(

ضریب 
همبستگی 

پیش بینی شبکه
0/07180/4871بیابان خشک و بسیار گرم

0/05910/4791بیابان خشک و سرد
نیمه بیابانی خشک و بسیار 

0/09100/5324گرم

0/05910/6401نیمه بیابانی خشک و سرد
معتدل با تابستان های خشک و 

0/04010/6404بسیار گرم

معتدل پر باران با تابستان های 
0/07700/8224گرم

اقلیم برفی با تابستان های 
0/07430/6946خشک و بسیار گرم

اقلیم برفی با تابستان های 
0/11410/7770خشک و گرم
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نگاره7: خروجی مدل ترکیبی در مقایسه با مقادیر واقعی و میزان همبستگی این دو برای پیش بینی صورت گرفته توسط مدل 
ترکیبی و همچنین مقدار RMSE نرمال برای هر اقلیم
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